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Tôi cũng xin chân thành cảm ơn Khoa Công Nghệ Thông Tin -

Trường Đại Học Khoa Học Tự Nhiên, đã tạo điều kiện để tôi có thể

thực hiện luận văn này.
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Khoa Công Nghệ Thông Tin

Lớp cử nhân tài năng khóa 2016

ĐỀ CƯƠNG CHI TIẾT

Tên Đề Tài: Điều hướng không bản đồ cho rô-bốt di động sử dụng

học tăng cường sâu

Giáo viên hướng dẫn: PGS. TS. Lý Quốc Ngọc

Thời gian thực hiện: Tháng 02/2020 - Tháng 08/2020

Sinh viên thực hiện: Trần Quang Minh - 1612374

Loại đề tài: Nghiên cứu

Nội dung đề tài: Khóa luận thực hiện khảo sát các nghiên cứu giải

quyết bài toán điều hướng rô-bốt, các phương pháp học tăng cường

sâu, cũng như là các công trình sử dụng học tăng cường sâu giải quyết

bài toán trên. Từ đó, xây dựng một hoạch định di chuyển không bản

đồ cho rô-bốt di động có thể tự động điều hướng tránh vật cản và về

đích an toàn, áp dụng phương pháp học tăng cường sâu với những

đóng góp sau:

Kế thừa: Phương pháp cơ sở:

- Mô hình hóa bài toán dưới dạng một quá trình quyết định Markov

(MDP), với trạng thái tại mỗi thời điểm là n giá trị khoảng cách từ

rô-bốt đến các vật xung quanh theo n hướng khác nhau, hành động

cần trả về là giá trị vận tốc gốc và vận tốc tuyến tính.

- Thực hiện giải bài toán với thuật toán học tăng cường sâu DDPG.
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Đề xuất: Sử dụng camera đơn thay thế cảm biến khoảng cách với

mục đích tiết kiệm chi phí cho thiết bị ngoại vi, khi mà giá thành cho

các thiết bị có khả năng phát laser thu về giá trị khoảng cách thường

là cao hơn nhiều so với camera đơn. Từ đó, khóa luận thực hiện thêm

những tinh chỉnh để kết quả thu được có thể ngang ngửa hoặc thấp

hơn đôi chút so với phương pháp cơ sở:

- Dự đoán ảnh độ sâu kế thừa từ một kiến trúc mạng tương đối gọn

nhẹ với độ chính xác cao, đã được huấn luyện sẵn trên KITTI, tập dữ

liệu cầu nối giữa thị giác máy tính và robotics.

- Khóa luận làm nhỏ vec-tơ trạng thái bằng cách chỉ lấy mẫu n giá trị

độ sâu từ một dòng nhất định của ảnh độ sâu thu được.

Phần thực nghiệm

- Thiết kế và xây dựng các kịch bản cho việc học của rô-bốt và tiến

hành huấn luyện.

- Thiết lập các môi trường thực tế đánh giá độ hiệu quả của phương

pháp cơ sở và đề xuất dựa trên các tiêu chí: tổng thưởng, số bước

thực hiện và quãng đường di chuyển.

Kế hoạch thực hiện:

- Tháng 02/2020: Thực hiện xây dựng, củng cố và ôn tập kiến thức

nền tảng.

- Tháng 03/2020: Tìm kiếm khảo sát các bài toán với từ khóa liên

quan, từ đó lựa chọn, phát biểu bài toán và khảo sát các tiến triển

của các nghiên cứu trên bài toán đã nêu.

- Tháng 04/2020: Đề xuất phương pháp, cài đặt nhanh và thực hiện

vài thực nghiệm nhỏ, củng cố phương pháp.

- Tháng 05-06/2020: Cài đặt phương pháp cơ sở với kết quả tương

đương, cài đặt phương pháp đề xuất, lên ý tưởng và thực hiện các

thực nghiệm chứng minh hiệu quả của phương pháp đề xuất so với

phương pháp cơ sở.
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- Tháng 07-08/2020: Tổng kết báo cáo, xây dựng demo, tự đánh giá,

phản biện.

Xác nhận của GVHD
Ngày ... tháng ... năm ...

SV Thực hiện
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Chương 1

Giới thiệu

1.1 Động lực nghiên cứu

1.1.1 Động lực thực tiễn

Ngày nay, sự phát triển mạnh mẽ của các lĩnh vực cơ khí và rô-bốt đã

mang lại rất nhiều lợi ích cho con người trong nhiều lĩnh vực khác nhau,

đặc biệt là trong công nghiệp. Để có thể tối đa hóa lợi ích của chúng, tự

động hoá các tác vụ cho rô-bốt là một trong những nhu cầu cần thiết và

cũng đầy tiềm năng. Trong đó, tác vụ điều hướng di chuyển và tránh vật

cản cho rô-bốt là một trong những tác vụ được khai thác nhiều, cũng như

là tiền đề quan trọng cho các tác vụ khác, hay xa hơn nữa là một rô-bốt

tự động hoàn chỉnh.

Thật vậy, dựa trên khả năng tự định hướng di chuyển trong môi trường

và tránh được vật cản làm nền tảng, kết hợp với những tác vụ đặc trưng

khác cho từng môi trường hoạt động, rô-bốt có thể ứng dụng rộng rãi. Có

thể kể đến như việc áp dụng vào các bệnh viện như là một y tá thông

minh trong bệnh viện, các nông trại cho các công việc tưới tiêu, thu hoạch,

hay trong các nhà kho cho công tác vận chuyển hàng và sắp xếp hàng hóa,

v.v. Những điều trên là động lực vô cùng lớn cho nghiên cứu của khóa luận.
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Hình 1.1: Tự động hóa áp dụng vào các nông trại

Các hệ tự hành, bán tự hành trên thế giới đang phát triển rất mạnh

mẽ. Ví dụ như hệ thống hỗ trợ người lái Autopilot (Tesla), các dòng xe

của họ cũng được trang bị một cách mạnh mẽ các hệ thống cảm biến tối

tân nhất, sẵn sàng cho một tương lai xe tự hành phổ biến. Một ví dụ khác,

xe tự hành Waymo (Google) cũng tạo nên những động lực to lớn cho phát

triển hệ tự hành. Thật vậy, Waymo có khả năng hoàn thành một lộ trình

di chuyển từ A đến B một cách an toàn, trong đó có việc tránh được trẻ

em, người đi bộ, hay các phương tiện khác trên đoạn đường hẹp hay góc

cua khó.
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Hình 1.2: Xe tự hành Waymo của Google

1.1.2 Động lực khoa học

Sự phát triển mạnh mẽ của học sâu với khả năng tính toán từ các thiết

bị phần cứng hỗ trợ tính toán song song, giải quyết được rất nhiều bài

toán ở các lĩnh vực khác nhau như thị giác máy tính hay xử lý ngôn ngữ

tự nhiên. Trong đó, phải kể đến những thành tựu của học tăng cường sâu

khi tạo được những "bộ não" nhân tạo, đánh bại các kiện tướng ở các môn

cờ. AlphaGo của DeepMind năm 2017 đánh bại cờ thủ số 1 thế giới ở bộ

môn cờ vây, hay Alpha Zero cũng của chính DeepMind đạt được những kết

quả ấn tượng trong bộ môn cờ vua. Kế thừa sự phát triển đó, học sâu nói

chung và học tăng cường sâu nói riêng đang được nghiên cứu rộng rãi cho

bài toán tự hành. Đây là một động lực mạnh mẽ cho khóa luận tìm hiểu,

nghiên cứu và có những đóng góp.
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Hình 1.3: Ván cờ của AlphaGo và kỳ thủ cờ vây số 1 thế giới năm 2017

1.2 Phát biểu bài toán

Khóa luận hướng đến việc thiết kế một hoạch định di chuyển không có

bản đồ cho rô-bốt di động, có thể điều hướng và tránh vật cản tại mọi thời

điểm cho đến khi về đích.

Hình 1.4: Rô-bốt (màu đen) điều hướng di chuyển tránh vật cản và tìm
đường về đích (đỏ)
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Bài toán được khóa luận giải quyết theo hướng tiếp cận không có bản

đồ, tức là sẽ không có thông tin về hệ tọa độ của môi trường, cụ thể là vị

trí tọa độ của rô-bốt, các vật thể và điểm đích. Thay vào đó, là việc chỉ

dựa trên những gì rô-bốt quan sát được, từ đó đưa ra hành động tương

ứng phù hợp. Cụ thể:

Đầu vào: Các giá trị thu được từ các cảm biến ngoại vi của rô-bốt.

Ví dụ như, các giá trị cảm biến khoảng cách từ rô-bốt đến các vật thể

xung quanh, hay các loại hình ảnh từ camera của rô-bốt,...

Đầu ra: Rô-bốt có thể tự động đưa ra những hành động cụ thể tại mỗi

thời điểm để điều hướng và về đích an toàn.

Dạng bài toán này thường được chia nhỏ thành các mô-đun con bao

gồm: tạo bản đồ, định vị, tìm đường đi và cuối cùng là thực hiện chuyển

động. Trong đó, ở bước đầu tiên, rô-bốt sẽ cố gắng tái tạo bản đồ của môi

trường xung quanh nó từ các cảm biến ngoại vi. Tiếp đến là công tác định

vị vị trí của rô-bốt, vật cản, điểm đích..., Từ đó, tìm ra đường đi tối ưu và

thực hiện những chuyển động phù hợp với đường đi đã đặt ra. Việc giải

quyết các mô-đun này có thể diễn ra độc lập hoặc là kết hợp. Ví dụ, các

thuật toán SLAM thực hiện mô-đun tạo bản đồ bằng việc thực hiện đồng

thời ánh xạ bản đồ và thông tin vị trí của rô-bốt, hay các phương pháp

dựa trên việc học kết hợp các mô-đun thành một "hộp đen" và tối ưu nó

dựa trên quá trình thử và sai.

Tạo bản đồ
(Mapping)

Định vị
(Localization)

Chuyển động
(Locomotion)

Tìm đường
(Planning)

Hình 1.5: Các mô-đun cho bài toán điều hướng không bản đồ
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1.3 Các thách thức của bài toán

Điều hướng di chuyển của rô-bốt và tránh vật cản mà không có bản đồ

là chủ đề đã được phát triển một thời gian dài, đi kèm với đó là rất nhiều

thách thức được đặt ra xuyên suốt quá trình này. Bên cạnh đó, với việc

khóa luận tập trung nghiên cứu các công trình ứng dụng học tăng cường

sâu cho bài toán này, những khó khăn mà phương pháp này gặp phải cũng

sẽ được trình bày trong mục này.

1.3.1 Môi trường hoạt động của rô-bốt

Với hệ tự hành nói chung và rô-bốt nói riêng, môi trường hoạt động

cho chúng là vô cùng lớn. Không những vậy, môi trường này là môi trường

động, liên tục thay đổi, các tác nhân, trạng thái xảy đến một cách ngẫu

nhiên, từ các môi trường trong nhà như căn hộ, văn phòng,... cho đến

ngoài trời như sân bay, ga tàu, trung tâm thương mại, các nhà chứa hàng

hay các loại hình giao thông như đường bộ, trên không, dưới nước, v.v

Đối với phương pháp dựa trên việc học, điều này càng gây ra nhiều khó

khăn hơn. Tính tổng quát của mô hình học là một yếu tố như vậy. Làm

thế nào để vừa đảm bảo được mô hình có thể phân biệt rõ ràng được các

trạng thái để đưa ra quyết định phù hợp, nhưng cũng đồng thời phải tổng

quát hóa được những quan sát, từ đó có thể thích ứng với những sự thay

đổi trong môi trường động. Bên cạnh đó, vẫn đạt được hiệu quả khi được

đưa vào một môi trường hoàn toàn khác so với môi trường mà rô-bốt đã

được chuẩn bị và quen thuộc.

1.3.2 Thu thập dữ liệu đối với các phương pháp học

Với lượng môi trường cho rô-bốt hoạt động là rất lớn thì việc thu thập

các dữ liệu này thực sự là một thách thức lớn. Công việc này thường được

thực hiện trên môi trường giả lập, bởi lẽ việc làm này giúp tiết kiệm chi
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phí trong việc thiết lập các môi trường và các kịch bản huấn luyện. Ví

dụ như các trường hợp như rô-bốt ngã, lật, bị cán nát hoặc rớt xuống vực

sâu, sẽ dễ dàng được thực hiện hơn.

Tuy nhiên, khó khăn ở đây chính là sự chuyển tiếp các mô hình học từ

giả lập sang thực tế. Sự khác biệt về phần cứng cũng như là các cơ chế

vật lý giữa thực tế và giả lập là hiện hữu. Các vật thể trên môi trường giả

lập cũng thường khó đạt được độ chính xác như thực tế. Điều tương tự

cũng đúng với độ chính xác của các thiết bị cảm biến ngoại vi. Dẫn đến,

hai trạng thái có thể xem là như nhau giữa giả lập và thực tế nhưng lại

được mô hình quan sát có chút khác nhau giữa 2 môi trường. Điều này

càng làm tăng thêm khó khăn cho bài toán tổng quát hóa mô hình cho các

trạng thái đã đề cập ở trên. Phải làm thế nào để xây dựng các kịch bản

huấn luyện một cách có chọn lọc và phù hợp, song song với đó là xây dựng

các nền tảng giả lập với cơ chế vật lý chính xác hơn, các vật thể gần gũi

hơn với môi trường thực tế.

1.3.3 Các thiết bị cảm biến

Các thiết bị cảm biến là yếu tố quan trọng nhất cho rô-bốt có khả năng

tự động hóa, đặc biệt là các cảm biến ngoại vi. Có thể kể đến các cảm

biến khoảng cách quét toàn bộ không gian 360 độ và xa đến 20-30m với

khoảng cách giữa các tia là rất nhỏ, hay những loại camera cung cấp rất

nhiều thông tin khác nhau không chỉ là ảnh với độ phân giải cao mà còn

là biểu đồ nhiệt, ảnh độ sâu. Các thiết bị này tạo điều kiện lớn cho các

mô-đun tạo bản đồ và định vị hoạt động hiệu quả, từ đó làm tiền đề cho

công tác tìm đường và chuyển động theo sau.

Mặt khác, để có thể đưa tự động hóa gần hơn với thực tiễn thì khả

năng sản xuất hàng loạt cũng là một yếu tố then chốt. Các hướng nghiên

cứu hiện nay cũng tập trung dựa vào khai thác tối đa thông tin từ các cảm
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biến giá rẻ. Có thể kể đến các cảm biến khoảng cách thưa, ngắn, các ảnh

phân giải thấp từ camera đơn. Các cảm biến giá rẻ cũng đi kèm với việc

thông tin trạng thái bị mất mát đáng kể. Do vậy mà các thách thức là rất

nhiều tuy nhiên tiềm năng là vô cùng lớn.

1.4 Đóng góp

Với bài toán phát biểu ở trên, khóa luận lựa chọn giải quyết bằng cách

áp dụng học tăng cường sâu dựa trên phương pháp của nghiên cứu [46].

Trên cơ sở đó, thực hiện tìm hiểu một trong các thuật toán SOTA để giải

bài toán tối ưu trong giai đoạn huấn luyện, trên các MDP có miền không

gian hành động liên tục, là SAC [11]. Phương pháp này cải tiến trực tiếp

từ thuật toán DDPG của phương pháp [46] và được [3] áp dụng cho bài

toán tương tự.

Tiếp theo, cũng là đóng góp chính của khóa luận, đó là hướng đến việc

sử dụng ảnh từ một camera đơn, thay vì sử dụng cảm biến khoảng cách.

Mục đích chính của việc thay thế này là nhằm tiết kiệm chi phí cho thiết

bị ngoại vi, khi mà giá thành cho các thiết bị có khả năng phát laser thu

về giá trị khoảng cách thường là cao hơn nhiều so với camera đơn. Thật

vậy, đã có những nghiên cứu [50], [23] cũng sử dụng mạng CNN để suy

ra ảnh độ sâu từ ảnh RGB, và sử dụng nó như là trạng thái đầu vào của

rô-bốt. Tuy nhiên thay vì sử dụng cả ảnh này, khóa luận làm nhỏ vec-tơ

trạng thái bằng cách chỉ lấy mẫu n giá trị độ sâu từ một dòng nhất định

của ảnh. Công tác dự đoán độ sâu được kế thừa từ một kiến trúc mạng

[10], đã được huấn luyện sẵn trên KITTI [9], tập dữ liệu cầu nối giữa thị

giác máy tính và robotics. Từ đó, khóa luận thực hiện thêm những tinh

chỉnh để kết quả thu được có thể ngang ngửa hoặc thấp hơn đôi chút so

với phương pháp sử dụng giá trị khoảng cách từ cảm biến.
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Chương 2

Các công trình liên quan

2.1 Bài toán điều hướng rô-bốt

Đã có rất nhiều công trình nghiên cứu về bài toán điều hướng rô-bốt,

trải đều trên nhiều phương pháp khác nhau với những thành tựu nhất

định. Đầu tiên phải kể đến các phương pháp dựa trên bản đồ [1], [2], cách

làm này yêu cầu bản đồ cho trước của môi trường, từ đó đưa ra các quyết

định nhằm điều hướng hành vi của rô-bốt. Tuy nhiên, không phải môi

trường nào cũng có sẵn bản đồ mô tả, việc tái tạo bản đồ cũng có khá

nhiều nghiên cứu tiếp cận [36], [49], [5], [31]. Mặc dù vậy, xây dựng bản

đồ đòi hỏi rất nhiều độ chính xác và chi phí, để đảm bảo các thuật toán

tìm đường, các chuyển động của rô-bốt có thể áp dụng được một cách hiệu

quả nhất.

Theo đó, các thuật toán không dựa trên bản đồ cũng rất phổ biến với

các mô-đun như hình 1.5. SLAM [7] là một phương pháp đồng thời kết

hợp việc tái tạo bản đồ và định vị vị trí, từ đó thiết lập hoạch định di

chuyển. Điểm mạnh của phương pháp là việc rô-bốt tự tái tạo bản đồ

bằng sức mạnh của các thiết bị cảm biến ngoại vi như các loại LiDAR,

Radar... Từ đó, việc rô-bốt chuyển động trong môi trường mà chính nó

tạo ra, theo thuật toán tìm đường sẽ không gặp nhiều khó khăn. Có vài
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thách thức đối với phương pháp này, có thể kể đến là sự tiêu tốn thời gian

trong việc xây dựng và cập nhật bản đồ, cũng như là đòi hỏi về mặt phần

cứng (các cảm biến ngoại vi) cần đạt được độ chính xác cao. Một vài công

trình tương tự trong đó cố gắng tiết kiệm chi phí bằng việc sử dụng định

vị wi-fi [38] hay phương pháp dựa trên sự giao tiếp ánh sáng nhìn thấy [29].

Để giảm vấn đề kinh phí yêu cầu phần cứng, những nghiên cứu về điều

hướng rô-bốt chỉ dựa trên thông tin thị giác từ máy ảnh được quan tâm

nghiên cứu nhiều hơn và cũng đem lại nhiều triển vọng, các phương pháp

tập trung vào việc tránh vật cản với ảnh đầu vào cho trước có thể kể đến

như [12], [21], [30], [33]. Song song với đó, để giảm các yêu cầu về tinh

chỉnh và phụ thuộc vào các kiến thức chuyên ngành, các phương pháp kết

hợp các mô-đun thành một "hộp đen", ánh xạ trực tiếp từ trạng thái quan

sát sang chuyển động của rô-bốt dựa trên các thuật toán học. Thật vậy,

với việc học sâu có những tiềm năng giải quyết tốt các bài toán xấp xỉ,

[4] áp dụng để trích xuất thông tin ngữ nghĩa từ ảnh camera để quyết

định hành động như rẽ trái, rẽ phải,... Hay [28] sử dụng mô hình học sâu

để tìm ra hành động tương ứng từ cảm biến khoảng cách và vị trí điểm

đích. Trong các phương pháp học cho bài toán điều hướng không bản đồ,

học tăng cường sâu đang nhận được rất nhiều sự quan tâm khi các môi

trường mà nó giải quyết và bài toán điều hướng rô-bốt có nhiều sự tương

đồng. Theo đó, tiếp đến khóa luận sẽ lần lượt trình bày các khảo sát trên

học tăng cường sâu, và học tăng cường sâu cho chính bài toán điều hướng

không bản đồ.

2.2 Học tăng cường sâu

2.2.1 Học tăng cường

Các phương pháp giải bài toán học tăng cường cũng như các phân loại

của nó là rất đa dạng. Tùy vào chu trình có trạng thái kết thúc hay không
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mà các tác vụ được chia thành tác vụ có kết thúc và tác vụ liên tục. Bên

cạnh đó, nếu xét về mục đích đánh giá hoặc tối ưu chính sách, ta có các

tác vụ dự đoán và các tác vụ điều khiển. Đối với phương pháp, xét một

MDP đã biết trước mô hình chuyển dịch trạng thái, dựa trên phương pháp

quy hoạch động [39], ta có thuật toán đánh giá duyệt chính sách để giải

quyết các bài toán dự đoán. Hơn thế nữa, với việc áp dụng xen kẽ thuật

toán này cùng với lý thuyết cải thiện chính sách, mô hình duyệt chính

sách tổng quát ra đời nhằm giải quyết các bài toán điều khiển. Tuy nhiên,

trong thực tế không phải lúc nào mô hình chuyển dịch trạng thái cũng

được biết trước, khi đó các thuật toán học dựa trên việc lấy mẫu từ môi

trường và trải qua quá trình thử và sai, tiêu biểu là các thuật toán như

Monte Carlo Learning [40], Sarsa, Q-learning [41]. Các thuật toán này còn

được gọi là thuật toán model-free, khi nó giải quyết các bài toán dự đoán

và điều khiển mà không quan tâm đến mô hình chuyển dịch trạng thái.

Ngược lại, ta cũng có các thuật toán model-based, trong đó ưu tiên việc

học mô hình này, có thể kể đến các thuật toán như Dyna Q, Dyna Q+ [42].

Các thuật toán trên lưu trữ truyền thống dưới dạng bảng các giá trị

phần thưởng kỳ vọng của mỗi trạng thái và cập nhật chúng trong quá trình

học. Tuy nhiên, số lượng trạng thái càng lớn thì càng tốn không gian lưu

trữ. Khi đó các giá trị này sẽ được xấp xỉ bằng các hàm số tuyến tính hoặc

phi tuyến với các bộ tham số được học theo thời gian và đầu vào là trạng

thái tương ứng [43]. Không chỉ giải quyết vấn đề không gian lưu trữ, cách

làm này còn giải quyết vấn đề tổng quát hóa. Thật vây, cách dùng bảng

phân biệt rất rõ ràng các trạng thái với nhau, thế nên các trạng thái dù

chỉ khác nhau ở một hoặc vài đặc trưng cũng được cho là khác nhau hoàn

toàn. Việc này làm mất thời gian tính toán khi có một trạng thái mới

xuất hiện. Xấp xỉ hàm số cân bằng tốt hơn vấn đề tổng quát hóa - phân

biệt hóa trong học máy nói chung và học tăng cường nói riêng. Các thuật

toán được biến đổi phù hợp với cách dùng này như Monte Carlo Gradient,

Sarsa Semi-Gradient,...
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Không chỉ vậy, việc tham số hóa cũng áp dụng với chính sách và việc

tối ưu chính sách, được mở đường bởi lý thuyết chính sách đạo hàm [44],

cách làm này đem đến nhiều lợi thế so với các phương pháp trước như tự

động hội tụ về chính sách tất định tối ưu, chính sách ngẫu nhiên và tăng

tốc việc học và độ chính xác. Kết hợp việc tối ưu chính sách và giá trị

phần thưởng kỳ vọng của trạng thái, ta có mô hình tác nhân - phê bình

[19] giải quyết các bài toán toàn diện và hiệu quả hơn.

2.2.2 Học tăng cường sâu

Học sâu phát triển mạnh mẽ trong thập kỷ vừa qua với bước đột phá

AlexNet [20] trên tập dữ liệu Image Net [6], kéo theo sự ra đời của hàng

loạt các kiến trúc mạng học sâu mới [45], [37], [13]. Bên cạnh đó với sự ra

đời của các kỹ thuật tối ưu mới [32] cùng với các phương pháp học chuyển

đổi [47], và sự phát triển của phần cứng máy tính hỗ trợ việc tính toán

song song đã mang đến sự thành công cho học sâu.

Kế thừa những thành tựu của học sâu, khi nó giải quyết tốt bài toán

xấp xỉ hàm số, học tăng cường sâu cũng ra đời với những công trình nghiên

cứu xuất sắc. Bắt đầu với DQN [26], thuật toán sử dụng mạng nơ-ron để

xấp xỉ hàm số Q, kết hợp với bộ nhớ phát lại, lưu trữ các chuyển dịch

trạng thái ở các thời gian khác nhau. Phương pháp này là phiên bản nâng

cấp dựa trên cách học ngoại chính sách xuất phát từ Q-learning, trong đó

chính sách điều khiển được tối ưu khác với chính sách điều khiển biểu diễn

dùng để thu thập các chuyển dịch trạng thái trong quá trình học. Ưu điểm

chính của phương pháp học ngoại chính sách hay Q-learning đến từ việc

nó không cần toàn bộ tiến trình, từ trạng thái bắt đầu đến kết thúc, đồng

thời có thể sử dụng lại các chuyển dịch trạng thái trong quá khứ dựa vào

bộ nhớ phát lại, từ đó đem lại hiệu quả trong việc lấy mẫu. Một lợi thế

khác đó là vì chính sách cần tối ưu khác với chính sách biểu diễn sẽ giúp
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thuật toán duy trì khám phá, giải quyết tốt vấn đề đánh đổi khai thác -

khám phá trong học tăng cường.

Tuy nhiên, điểm yếu của các phương pháp học ngoại chính sách là sự

thiếu ổn định và khó khăn trong việc hội tụ, trong khi đó, các phương

pháp tối ưu trên chính sách tối ưu chính xác những gì ta muốn, đó là giá

trị phần thưởng trả về kỳ vọng và cập nhật trực tiếp lên chính sách điều

khiển. Điều này khiến các thuật toán dạng này tin tưởng và ổn định hơn.

Thuật toán Trust Region Policy Optimization (TRPO)[35] ra đời, kết hợp

tối ưu chính sách truyền thống và mô hình tác nhân - phê bình, tuy nhiên

thay đổi cách cập nhật tham số của chính sách so với thông thường bằng

việc giải một bài toán tối ưu, với ràng buộc sự thay đổi các chính sách

được đo bằng phân kỳ Kullback Leibler, cho phép các bước huấn luyện

lớn hơn và tăng tốc quá trình hội tụ. Bằng việc cải tiến TRPO, Proximal

Policy Optimization (PPO) [34] chỉ ra những khó khăn trong việc cài đặt

TRPO bằng việc sử dụng một hàm lỗi thay thế, hỗ trợ tăng tốc hội tụ.

Các thuật toán trên chính sách mạnh về tính ổn định nhưng lại thiếu đi

hiệu quả trong việc lấy mẫu khi cần toàn bộ tiến trình từ trạng thái bắt

đầu đến kết thúc khiến làm chậm quá trình hội tụ.

Để cân bằng điểm mạnh và điểm yếu của hai cách tiếp cận đã đề cập

bên trên, các thuật toán ra đời đồng thời tối ưu trực tiếp chính sách di

chuyển và xấp xỉ hàm số giá trị hành động dựa trên đẳng thức Bellman.

Các thuật toán này thường giải quyết bài toán trên môi trường có miền

hành động liên tục. Deep Deterministic Policy Gradient (DDPG) [22],

Rainbow Q-learning [15], T3D [8], SAC [11] là các thuật toán như vậy.
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2.3 Học tăng cường (sâu) cho bài toán điều

hướng rô-bốt

Học tăng cường được áp dụng rộng rãi cho rô-bốt nói chung và bài toán

điều hướng rô-bốt nói riêng. [18] sử dụng hướng tiếp cận tối ưu chính sách

cho bài toán học tăng cường để điều khiển sự vận động của rô-bốt bốn

chân. Cũng với phương pháp tương tự, [27] bàn về bài toán chuyển động

nguyên thủy. [24] áp dụng thuật toán model-based cho bài toán tránh vật

cản với ảnh camera đơn hay [16] ứng dụng học tăng cường để tự động hóa

trực thăng.

Đối với bài toán điều hướng di chuyển không bản đồ, học tăng cường

được sử dụng khá phổ biến. [46] sử dụng thuật toán DDPG giải quyết bài

toán tìm đường về đích và tránh vật cản cho rô-bốt di động với cảm biến

khoảng cách giá rẻ và có thể tích hợp vào môi trường thực tế. Cũng giải

quyết bài toán trên rô-bốt di động với cảm biến ngoại vi giá rẻ (camera

đơn), [50] dựa vào thông tin độ sâu của ảnh được học được từ một mô hình

mạng tích chập, kết hợp với DQN được cải tiến, huấn luyện trên nhiều môi

trường giả lập từ đơn giản đến phức tạp rồi đưa vào thực tế. Về phần các

phương pháp tối ưu trên chính sách, [51] sử dụng mô hình tác nhân-phê

bình kết hợp với thông tin ảnh đích như là một đầu vào ngầm định khiến

cho phương pháp trở nên tổng quát hóa với những loại môi trường tương

tự mà không cần phải huấn luyện lại từ đầu. [25] cũng sử dụng phương

pháp tối ưu trên chính sách với việc ước tính ảnh độ sâu song song với học

có giám sát huấn luyện trong môi trường giả lập phức tạp và toàn diện

hơn. [23], [48] với thuật toán tối ưu trên chính sách PPO cũng có những

cách tiếp cận tương tự.
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Chương 3

Phương pháp

3.1 Phương pháp cơ sở

Khóa luận sử dụng phương pháp được đề cập trong nghiên cứu [46]

để làm phương pháp cơ sở, từ đó bố trí các thực nghiệm để qua đó đánh

giá được phương pháp đề xuất của khóa luận. Là một phương pháp dựa

trên việc học, [46] kết hợp các mô-đun 1.5 thành một "hộp đen" duy nhất.

Theo đó, ánh xạ trực tiếp trạng thái của môi trường sang chuyển động

của rô-bốt tại mỗi thời điểm với mục tiêu về đích an toàn. Để làm được

điều này, bài toán được chia làm 2 giai đoạn: giai đoạn huấn luyện, nơi mà

rô-bốt được hướng dẫn rằng nên di chuyển như thế nào từ trạng thái quan

sát được bởi những phần thưởng phù hợp với hành vi đó, và giai đoạn thực

thế, để xem rằng liệu những gì rô-bốt được học có hoạt động hay không.

3.1.1 Các khái niệm cơ bản trong học tăng cường

Bài toán ở giai đoạn huấn luyện được mô tả và giải quyết dưới dạng một

bài toán học tăng cường. Một cách bao quát, học tăng cường là sự nghiên

cứu về các chủ thể (là những đối tượng có khả năng thực hiện những hành

động cụ thể nào đó để đạt được một mục đích nhất định, trong trường hợp

của khóa luận là rô-bốt di động) và cách chúng học bằng việc trải qua thử
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và sai. Học tăng cường hình thức hóa ý tưởng về việc thưởng và phạt các

chủ thể cho những hành vi mà chúng thực hiện, mà theo đó, chúng sẽ lặp

lại hoặc không thực hiện những hành vi tương tự trong tương lai.

Môi trường

Môi trường là nơi mà chủ thể thuộc về và có những tương tác với. Tại

mỗi thời điểm mà chủ thể tương tác với môi trường, nó sẽ quan sát được

một trạng thái của môi trường đó, và tiếp đến đưa ra quyết định để thực

hiện hành động nào đó. Môi trường có thể thay đổi nếu chủ thể tác động

lên nó hoặc chính nó cũng tự thay đổi theo thời gian.

Hình 1.4 là một dạng môi trường, bao gồm rô-bốt, các bức tường, vật

cản và điểm đích. Khi rô-bốt, chạm vào vật cản, vị trí vật cản có thể bị

thay đổi. Hay theo thời gian, các vật cản cũng có thể tự dịch chuyển vị

trí, trở thành những vật cản động và gây ra những khó khăn cho rô-bốt.

Hành động

Những kiểu môi trường khác nhau cho phép các hành động khác nhau.

Tập hợp các giá trị của hành động thỏa điều kiện môi trường được gọi

là không gian hành động. Trong một vài môi trường, ta có không gian

hành động là hữu hạn, nơi mà chỉ có một số lượng hành động nhất định

cho chủ thể. Ví dụ như việc rô-bốt chỉ được phép có 4 hành động bao

gồm quay trái, quay phải, quay ra sau và tiến đến phía trước với vận tốc

0.1m/s chẳng hạn. Ngược lại, trong những môi trường khác, không gian

hành động là liên tục, ví dụ như trong trường hợp của khóa luận.

Thật vậy, hành động của rô-bốt ở đây được kí là a, là một véc-tơ 2

chiều gồm 2 giá trị vận tốc tuyến tính v (m/s), thể hiện tốc độ tịnh tiến về

phía trước, và vận tốc xoay ω (rad/s), nhằm điều chỉnh hướng di chuyển

của rô-bốt. Trong đó, v thuộc tập các số thực trong [0, 1] còn ω thuộc tập
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các số thực trong [−0.5, 0.5].

Trạng thái và quan sát

Một trạng thái mô tả môi trường tại một thời điểm nào đó. Nó có thể

bao gồm các thông tin như vị trí các bức tường, các vật cản, điểm đích

cũng như là màu sắc, hình dáng hay kích thước của chúng. Trong khi đó,

một quan sát, thường chỉ là 1 phần nhỏ của trạng thái được quan sát bởi

chủ thể, ví dụ như là đó chỉ là hình ảnh từ camera của rô-bốt chẳng hạn,

với rất nhiều thông tin bị bỏ sót.

Trong trường hợp của phương pháp cơ sở [46], quan sát có được từ

rô-bốt ot là n giá trị cảm biến khoảng cách từ n hướng cách đều nhau

trong khoảng từ -90 đến 90 độ.

ot = [x1, x2, ..., xn] (3.1)
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Hình 3.1: 10 tia laser được bắn ra từ rô-bốt cách đều nhau trong khoảng
từ -90 đến 90 độ trả về các giá trị khoảng cách của rô-bốt so với các vật
thể xung quanh

Trong khi đó, trạng thái trong trường hợp này st bao gồm ot, thêm vào

đó là véc-tơ pt gồm 2 giá trị thể hiện vị trí tương đối của rô-bốt so với điểm

đích (bao gồm khoảng cách (m) và góc (rad)) và hành động của rô-bốt tại

thời điểm trước đó at−1

st = [ot, pt, at−1] (3.2)

Chính sách

Chính sách là những luật, với đầu vào là trạng thái s, được sử dụng

bởi chủ thể để quyết định xem hành động nào nên được thực hiện. Nói

cách khác, chính sách có thể coi là "bộ não" của chủ thể. Các chính sách

thường được chia làm 2 loại là tất định và ngẫu nhiên. Chính sách ngẫu

nhiên thường được định kí hiệu là π

a ∼ π(.|s) (3.3)
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, công thức trên chỉ việc hành động sẽ được lấy mẫu từ phân phối xác trên

tập không gian hành động. Trong khi đó, chính sách tất định được kí hiệu

là µ

a = µ(s) (3.4)

, thể hiện việc hành động được suy ra trực tiếp từ chính sách.

Các thuật toán khác nhau sử dụng các loại chính sách khác nhau từ 1

trong 2 loại trên. Ngoài ra, trong học tăng cường, tham số hóa chính sách

khá phổ biến: các giá trị hành động đầu ra phụ thuộc vào 1 tập các tham

số. Khi đó, ta có thể điều chỉnh các hành động này thông qua các thuật

toán tối ưu. Các tham số hóa chính sách với bộ tham số θ thường được kí

hiệu là πθ hoặc µθ.

Chu trình, phần thưởng và tổng thưởng

Chu trình là chuỗi các trạng thái và hành động từ bắt đầu đến kết thúc

τ = (s0, a0, s1, ..., sT−1, aT−1, sT ), (3.5)

với s0 là trạng thái của môi trường khi bắt đầu. Đây là thời điểm rô-bốt

sẽ được khởi tạo tại một vị trí bất kì trong môi trường với xung quanh là

các vật thể cố định và điểm đích. Trong khi đó, sT là trạng thái tại thời

điểm kết thúc, bao gồm việc rô-bốt di chuyển chạm vật cản hoặc về đến

đích.

Việc môi trường có sự thay đổi trong trạng thái giữa 2 thời điểm t và

t+ 1 được gọi là một chuyển dịch trạng thái. Chuyển dịch trạng thái này

chỉ phụ thuộc vào trạng thái và hành động gần nhất, mà không quan tâm

gì đến các trạng thái và hành động trong quá khứ. Tính chất này còn được

gọi là tính chất Markov và cả chu trình được gọi là quá trình quyết định

19



Markov (Markov Decision Process - MDP)

st+1 = P (.|st, at) (3.6)

Phần thưởng, kí hiệu là r là một khái niệm quan trọng trong học tăng

cường. Nó là một giá trị vô hướng thường phụ thuộc vào trạng thái hiện

tại st của môi trường, hành động vừa thực hiện at và trạng thái kế tiếp

st+1, có thể biểu diễn một cách tổng quát bằng một hàm số R như sau.

r = R(st, at, st+1) (3.7)

Trong trường hợp của khóa luận, phần thưởng được định nghĩa cụ thể hơn

như sau:

r = R(st, at, st+1) =


rarrive, if dt+1 ≤ cd

rcollision, if minxt+1
< co

cr(dt − dt+1), cho các trường hợp còn lại

(3.8)

Trong đó, rarrive là phần thưởng đạt được khi khoảng cách từ rô-bốt đến

điểm đích dt+1 nhỏ hơn ngưỡng cho trước cd, rcollision là phần thưởng âm

phải nhận khi giá trị nhỏ nhất trong các biến phạm vi lấy được từ cảm biến

minxt+1
nhỏ hơn ngưỡng va chạm cho trước co. Nếu không là hai trường

hợp trên, phần thưởng đạt được sẽ là hiệu của khoảng cách đến điểm đích

ở thời điểm trước và khoảng cách đến điểm đích ở thời điểm sau nhân với

một siêu tham số cần tinh chỉnh cr, phần thưởng này sẽ là âm nếu khoảng

cách từ rô-bốt đến điểm đích không được thu ngắn theo thời gian. Các giá

trị ngưỡng cụ thể sẽ được trình bày trong phần thực nghiệm.

Tổng thưởng, ký hiệu là G, là tổng các phần thưởng rt trong chu trình

τ = (s0, a0, r1, s1, a1, ..., sT−1, aT−1, rT , sT ), (3.9)
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G =
T∑
t=0

rt (3.10)

Hình 3.2: Sơ đồ mô tả một quá trình quyết ngẫu nhiên Markov của rô-bốt
với môi trường

Hàm số giá trị trạng thái - hành động

Mục đích của hàm số này là để đánh giá một chính sách µθ có tốt hay

không. Thật vậy, cho các chu trình bắt đầu bằng trạng thái s và hành

động a, và phần còn lại của chu trình được sinh ra theo chính sách µθ.

τ = (s, a, r1, s1, µθ(s1), ..., sT−1, µθ(sT−1), rT , sT ), (3.11)

ta có Qµθ(s, a) đánh giá chính sách µθ bằng việc tính tổng thưởng kỳ vọng

của các chu trình được sinh ra bởi chính sách này.

Qµθ(s, a) = E
τ∼µθ

[G(τ)|s0 = s, a0 = a] (3.12)

Với giá trị trạng thái bắt đầu là s và hành động a, chính sách µθ nào

cho giá trị Q lớn nhất sẽ là chính sách tối ưu nhất, ký hiệu là µ∗θ. Khi đó,

hàm số Q lớn nhất này được gọi là hàm số giá trị trạng thái - hành động

tối ưu, ký hiệu ngắn gọn là Q∗(s, a)

Q∗(s, a) = max
µθ

Q(s, a) (3.13)
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Hơn thế nữa, hàm số Q∗ này luôn thỏa mãn một đẳng thức, gọi là đẳng

thức Bellman, được trình bày như sau:

Q∗(s, a) ≈ r + γmax
a′

Q∗(s′, a′) (3.14)

Thật vậy, giá trị tổng thưởng kì vọng lớn nhất với trạng thái bắt đầu s

và hành động a chính bằng phần thưởng đạt được r cộng cho tổng thưởng

kì vọng tối ưu với trạng thái bắt đầu s′ (đạt được từ việc thực hiện hành

động a) và hành động a′ sao cho kết quả Q∗(s′, a′) lớn nhất. Thêm vào đó,

giá trị γ ∈ (0, 1) thể hiện sự tin tưởng vào các hàm số giá trị trạng thái

- hành động giảm dần theo thời gian, các trạng thái càng xa trạng thái s

càng đóng góp ít hơn cho Q∗(s, a).

3.1.2 Giai đoạn huấn luyện

Ở giai đoạn này, mục tiêu chính là tìm được chính sách di chuyển tối

ưu µ∗θ, từ đó đưa vào triển khai ở giai đoạn thực tế.

Tham số hóa chính sách di chuyển của rô-bốt

Chính sách di chuyển của rô-bốt được định nghĩa bằng một hàm tất

định, được xấp xỉ bằng một mạng nơ-ron với bộ trọng số θ, µθ(st), bao

gồm 3 lớp ẩn với số chiều là 512 cùng với hàm kích hoạt ReLU tại mỗi lớp.

Với lớp cuối của mạng nơ-ron là véc-tơ 2 chiều, ứng với mỗi chiều, đầu

ra của hàm số at = µθ(st) bao gồm 2 giá trị vận tốc tuyến tính vt (được

đưa về khoảng [0, 1] (m/s) với hàm kích hoạt sigmoid) và ωt (được đưa về

khoảng [-1,1] rad/s với hàm kích hoạt tanh).

22



Hình 3.3: Mạng nơ-ron xấp xỉ chính sách di chuyển

Thuật toán Deep Deterministic Policy Gradient

Việc một hàm số Q∗ luôn thỏa mãn đẳng thức Bellman 3.14, đã đưa

đến ý tưởng tham số hóa Q∗ và từ đó giải bài toán tối ưu cực tiểu với hàm

mục tiêu là bình phương hiệu 2 về của đẳng thức. Thật vậy, [46] xấp xỉ

Q∗ bởi một mạng nơ-ron (Hình 3.4) gồm 3 lớp ẩn (512 chiều và hàm kích

hoạt ReLU) với bộ tham số φ, gọi là Qφ. Trạng thái đầu vào st là véc-tơ

14 chiều tương tự như đầu vào của chính sách di chuyển µθ, tham số hành

động a được đưa vào ở lớp ẩn thứ 2 của mạng nơ ron, lớp cuối mạng nơ-ron

là 1 giá trị tuyến tính, dự đoán xấp xỉ hàm số giá trị trạng thái - hành

động tối ưu.
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Hình 3.4: Mạng nơ-ron xấp xỉ hàm số giá trị trạng thái - hành động Q(s, a)

Tiếp theo, thuật toán đề xuất việc thu thập các chuyển dịch trạng thái.

Gọi D là tập hợp bao gồm các chuyển dịch trạng thái Di = (s, a, r, s′, d),

với d thể hiện việc s′ có là trạng thái kết thúc hoặc không tương ứng với

hai giá trị (1, 0).

Đến đây, thay vì chỉ thiết lập và tìm giá trị φ∗ tối ưu thỏa mãn đẳng thức

Bellman như [26] đã làm, thuật toán Deep Deterministic Policy Gradient

(DDPG) có sự bổ sung, với chính sách di chuyển µθ đã được định nghĩa ở

trên, thuật toán đi tìm θ∗, cực đại hóa giá trị Qφ cho các trạng thái thu

thập được, bằng việc giải bài toán tối ưu sau:

θ∗ = argmax
θ

E
s∼D

[
Qφ(s, µθ(s))

]
(3.15)

khi đó, ta có thể xấp xỉ

max
a

Q∗(s, a) ≈ Qφ(s, µθ(s)) (3.16)

Kết hợp 3.16 và đẳng thức Bellman 3.14, thiết lập hàm mục tiêu Sai
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số toàn phương trung bình Bellman

L(φ,D) = E
(s,a,r,s′,d)∼D

[(
Qφ(s, a)−

(
r + γ(1− d)Qφ(s

′, µθ(s
′))
))2]

(3.17)

,và cực tiểu nó:

φ∗ = argmin
φ
L(φ,D) (3.18)

Giá trị mục tiêu mà Qφ(s, a) hướng đến là r + γ(1− d)Qφ(s
′, µθ(s

′)),

vấn đề là, giá trị mục tiêu này cũng phụ thuộc vào φ, tham số cần học,

điều này khiến cho việc cực tiểu L(φ,D) không ổn định. Giải pháp đưa ra

là sử dụng một bộ tham số khác cho hàm mục tiêu, φtarg. Tham số này sẽ

được cập nhật một phần từ φ theo một tham số ρ ∈ (0, 1) (thường là rất

gần 1). Tương tự, để tách biệt chính sách di chuyển hành vi và mục tiêu,

tham số θtarg được sử dụng, cách làm này được gọi là thuật toán ngoại

chính sách.

φtarg ← ρφtarg + (1− ρ)φ
θtarg ← ρθtarg + (1− ρ)θ

Kết hợp lại, hàm mục tiêu cực tiểu được viết lại như sau:

L(φ,D) = E
(s,a,r,s′,d)∼D

[(
Qφ(s, a)−

(
r + γ(1− d)Qφtarg(s

′, µθtarg(s
′))
))2]
(3.19)

φ∗ = argmin
φ
L(φ,D) (3.20)

Một điểm nữa là vấn đề duy trì khám phá, mà cụ thể ở đây, là việc cố

gắng tránh khỏi khai thác các phần thưởng cục bộ để tiếp tục khám phá

để tìm ra phần thưởng toàn cục. Ví dụ, một khi rô-bốt đã tìm được đường

đi mà nó cho là tốt nhất, nó sẽ không ngừng di chuyển (khai thác) trên

con đường này. Dù vậy, đường đi trên có thể chưa phải là tối ưu hoặc tại
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một thời điểm nào đó, môi trường thay đổi và một con đường tối ưu hơn

được mở ra. Làm thế nào để rô-bốt có thể duy trì việc khám phá để tìm ra

chúng, tránh mắc kẹt tại tối ưu cục bộ là một bài toán rất khó giải quyết

trong học tăng cường sâu hiện tại.

Đối với DDPG, thuật toán thực hiện thêm một giá trị nhiễu ε lấy mẫu

từ phân phối chuẩn hóa, khi đó hành động được chọn ở mỗi bước sẽ là

a = clip(µθ(s) + ε, alow, ahigh) (3.21)

Hành động của rô-bốt sẽ tránh việc phụ thuộc hoàn toàn vào chính sách

đang được học, từ đó di chuyển ngẫu nhiên hơn và tăng khả năng tìm được

cục tiểu toàn bộ. Rô-bốt sẽ thực hiện khám phá nhiều ở những giai đoạn

đầu của quá trình huấn luyện và sẽ ngưng việc khám phá này theo thời

gian để tập trung khai thác phần thưởng tối ưu. Thật vậy, giá trị ε sẽ được

giảm dần theo thời gian cho đến khi về 0.
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Mã giả thuật toán DDPG:

Algorithm 1 Thuật toán DDPG

1: procedure DDPG(θ, φ,D) . θ, φ được khởi tạo ngẫu nhiên, D rỗng
2: φtarg ← φ, θtarg ← θ
3: repeat
4: Quan sát trạng thái s
5: Lựa chọn hành động a = clip(µθ(s) + ε, alow, ahigh), với ε ∼ N
6: Thực hiện a → s′, r, d
7: Lưu (s, a, s′, r, d) vào D
8: if D đạt đến số lượng mẫu nhất định then
9: for số lần cập nhật do
10: Lấy mẫu ngẫu nhiên B = (s, a, s′, r, d) từ D
11: Tính toán giá trị mục tiêu
12: y(s′, r, d) = r + γ(1− d)Qφtarg(s

′, µθtarg(s
′))

13: Cập nhật φ với Gradient Descent
14: ∇φ

1
|B|

∑
(s,a,s′,r,d)∈B

(Qφ(s, a)− y(s′, r, d))2

15: Cập nhật θ với Gradient Descent
16: ∇θ

1
|B|
∑
s∈B

Qφ(s, µθ(s))

17: Cập nhật các tham số mục tiêu
18: φtarg ← ρφtarg + (1− ρ)φ
19: θtarg ← ρθtarg + (1− ρ)θ
20: until hội tụ

Thuật toán SAC

Cũng trên bài toán đã phát biểu, [3] thay thế thuật toán của giai đoạn

huấn luyện SAC, một cải tiến trực tiếp từ DDPG. SAC sử dụng một chính

sách ngẫu nhiên được tham số hóa πθ(.|st). Bên cạnh đó, có những cải tiến

trực tiếp từ những vấn đề mà DDPG giải quyết chưa tốt, bao gồm:

• Kiểm soát tốt hơn vấn đề duy trì khám phá hay khai thác

phần thưởng hiện tại
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Thật vậy, phần thưởng tại mỗi thời điểm được cộng thêm một giá trị

tỉ lệ với giá trị entropy H của πθ theo hệ số α.

R(st, at, st+1) + αH(πθ(.|st)) (3.22)

Theo đó, việc tối ưu phần thưởng này (hay tối đa giá trị entropy) khiến

xác suất lựa chọn các hành động của chính sách được phân tán đều hơn.

Đồng nghĩa với việc rô-bốt sẽ duy trì khám phá thay vì chỉ tập trung thực

hiện hành động tối đa phần thưởng tại thời điểm hiện tại. Giá trị α có thể

được điều chỉnh trong quá trình huấn luyện để tăng giảm mức độ khám

phá theo mong muốn.

Đẳng thức Bellman cũng có những thay đổi tương ứng với phần thưởng

mới, cụ thể như sau

Q(s, a) ≈ r + γ(Q(s′, ã′) + αHπ(.|s′)) ≈ r + γ(Q(s′, ã′)− α log π(ã′|s′))
(3.23)

trong đó, hành động tại mỗi thời điểm được lấy mẫu từ chính sách ngẫu

nhiên πθ, là một phân phối Gauss với giá trị kì vọng µ và phương sai σ

được tham số hóa dưới dạng các hàm số tất định với tham số θ:

ã = tanh(µθ(s) + σθ(s)� ξ), ξ ∼ N (0, I) (3.24)

• Ổn định hàm giá trị trạng thái - hành động

Trong DDPG, hàm số Q học được thường có xu hướng ước tính giá trị

tổng thưởng kì vọng lớn hơn thực tế. Để khắc phục điều này, SAC thực

hiện tham số 2 hàm giá trị trạng thái - hành động Qθ1, Qθ2, và sử dụng

giá trị nhỏ hơn để tính toán mục tiêu cho sai số toàn phương trung bình
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Bellman, theo đó

y(r, s′, d) = r + γ(1− d)
(
min
j=1,2

Qtarget,j(s
′, ã′)− α log πθ(ã

′|s′)
)

(3.25)

Trong khi đó, việc tối ưu chính sách sẽ được thực hiện bằng việc giải

bài toán tối ưu

max
θ

= E
s∼D

[
min
j=1,2

Qφj(s, ãθ(s, ξ))− α log πθ(ãθ(s, ξ)|s)
]

(3.26)
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Mã giả thuật toán SAC:

Algorithm 2 Thuật toán SAC

1: procedure SAC(θ, φ1, φ2,D) . θ, φ1, φ2 được khởi tạo ngẫu nhiên, D
rỗng

2: φtarg1 ← φ1, φtarg2 ← φ2
3: repeat
4: Quan sát trạng thái s và lựa chọn a ∼ πθ(.|s)
5: Thực hiện a → s′, r, d
6: Lưu (s, a, s′, r, d) vào D
7: if D đạt đến số lượng mẫu nhất định then
8: for số lần cập nhật do
9: Lấy mẫu ngẫu nhiên B = (s, a, s′, r, d) từ D
10: Tính toán giá trị mục tiêu
11: y(r, s′, d) = r + γ(1− d)∗

12:

(
minj=1,2Qtarget,j(s

′, ã′)− α log πθ(ã
′|s′)
)

13: Cập nhật φ với Gradient Descent
14: ∇φj

1
|B|

∑
(s,a,s′,r,d)∈B

(Qφj(s, a)− y(s′, r, d))2 . for j = 1, 2

15: Cập nhật θ với Gradient Descent

16: ∇θ
1
|B|
∑
s∈B

(
min
j=1,2

Qφj(s, ãθ(s, ξ))− α log πθ(ãθ(s, ξ)|s)
)

17: Cập nhật các tham số mục tiêu
18: φtarg1 ← ρφtarg1 + (1− ρ)φ1
19: φtarg2 ← ρφtarg2 + (1− ρ)φ2
20: until hội tụ
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3.1.3 Giai đoạn thực tế

Kết thúc quá trình huấn luyện, ta thu được giá trị θ∗ và φ∗ tối ưu. Tuy

nhiên, giá trị φ chỉ được sử dụng cho quá trình học nhằm hỗ trợ tìm ra

chính sách tối ưu. Theo đó, trong giai đoạn này, hành động của mỗi bước

sẽ được suy thẳng từ chính sách tối ưu

at = µθ∗(st) (3.27)

Khi đó, chu trình được chính sách tối ưu sinh ra sẽ có dạng

τ = (s, a, r1, s1, µθ∗(s1), ..., sT−1, µθ∗(sT−1), rT , sT ) (3.28)

Để đánh giá chính sách tối ưu trong giai đoạn thực tế, các độ đo khóa

luận sử dụng bao gồm tổng thưởng của chu trình, số bước thực hiện, và

quãng đường rô-bốt di chuyển. Trong đó, tổng thưởng G được tính toán

bằng việc lấy tổng các phần thưởng của chu trình trong công thức 3.28

G =
T∑
t=1

rt (3.29)

Giá trị T cũng được đưa vào để đánh giá khi nó thể hiện được tốc độ

thực hiện một chu trình hoàn chỉnh của rô-bốt. Bên cạnh đó, gọi tọa độ

của rô-bốt tại mỗi thời điểm là pt = (px, py), quãng đường di chuyển S của

rô-bốt sẽ là tổng khoảng cách Euclid của tọa độ của nó tại thời điểm t và

t+ 1

S =
T∑
t=1

‖ pt − pt−1 ‖2 (3.30)

3.2 Đóng góp cải tiến

Mục đích chính đề xuất cải tiến này là nhằm tiết kiệm chi phí cho thiết

bị ngoại vi, khi mà giá thành cho các thiết bị có khả năng phát laser thu về
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giá trị khoảng cách thường là cao hơn nhiều so với camera đơn. Thật vậy,

đã có những nghiên cứu cũng sử dụng mạng CNN để suy ra ảnh độ sâu từ

ảnh RGB, và sử dụng nó như là trạng thái đầu vào của rô-bốt. Tuy nhiên

những vấn đề gặp phải của cách làm này bao gồm: ảnh độ sâu đạt được

chưa tận dụng được các mô hình dự đoán ảnh độ sâu đã được huấn luyện

sẵn và trạng thái đầu vào lớn khiến rô-bốt chậm trong quá trình quyết định.

Thật vậy, để giải quyết các vấn đề này, khóa luận làm nhỏ véc-tơ trạng

thái bằng cách chỉ lấy mẫu n giá trị độ sâu từ một dòng nhất định của

ảnh. Công tác dự đoán độ sâu được kế thừa từ một kiến trúc mạng đã

được huấn luyện sẵn với ưu điểm là có mô hình gọn nhẹ và độ chính xác

cao. Từ đó, khóa luận thực hiện thêm những tinh chỉnh để kết quả thu

được có thể ngang ngửa hoặc thấp hơn đôi chút so với phương pháp sử

dụng giá trị khoảng cách từ cảm biến.

Khóa luận kế thừa mô hình được học sẵn để dự đoán thông tin độ sâu

từ ảnh camera đơn 3 kênh màu. Mô hình này được trình bày ở công trình

[10], được thiết kế là một mạng nơ-ron UNet, gồm 2 phần: mã hóa và giải

mã. Công trình này huấn luyện mô hình trên tập dữ liệu KITTI [9], tập

dữ liệu được thiết kế như là cầu nối giữa thị giác máy tính và các hệ tự

hành.

Hình 3.5: Mô hình UNet dự đoán ảnh độ sâu

Mô hình UNet này cho phép đạt được các đặc trưng sâu cũng như là

thông tin cục bộ của ảnh. Thật vậy, phần mã hóa được sử dụng mô hình

ResNet-18 [14], với 11 triệu tham số, và được huấn luyện sẵn trên tập Im-

ageNet. Trong khi đó, phần giải mã bao gồm các Upsampling Convolution
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với hàm kích hoạt ELU tại mỗi lớp và hàm sigmoid tại lớp cuối cùng để

thu về ma trận điểm giá trị khác biệt D (disparity map).

Hình 3.6: Hình ảnh được camera của rô-bốt quan sát trong môi trường giả
lập Gazebo (bên trái), và ma trận điểm giá trị khác biệt (disparity map)
(bên phải).

Ưu điểm của mô hình này là tuy chỉ sử dụng phần mã hóa là ResNet-18

với đặc trưng sâu thu được từ ảnh là kém hiệu quả hơn so với các mô hình

đồ sộ khác, nhưng lại cho lợi thế về tốc độ trong quá trình thực thi. Hơn

thế nữa kết quả của mô hình cũng là cạnh tranh so với các phương pháp

khác, khi nó được hỗ trợ mạnh mẽ dựa trên phương pháp học tự giảm sát,

hay tự sinh ra nhãn từ dữ liệu sẵn có. Thật vậy, công trình này sử dụng

yếu tố thời gian giữa các khung hình để thiết lập các hàm lỗi dựa trên sự

tương quan của chúng. Phương pháp này suy diễn véc-tơ hướng liên quan

Tt→t′ giữa các 2 ảnh theo thời gian It, It′ bằng một mạng nơ-ron trích xuất

đặc trưng (Hình 3.7). Gọi Dt là ma trận điểm khác biệt được dự đoán từ

ảnh It, và It→t′ là ảnh It được tái tạo bằng cách nội suy giá trị của phép

chiếu Dt lên It′ thông qua thông tin hướng Tt→t′

It→t′ = It′〈proj(Dt, Tt→t′)〉 (3.31)

, khi đó việc tối ưu hàm lỗi giữa độ tương đồng của ảnh đích It và ảnh

được tái tạo lại It→t′ giúp tăng hiệu quả của mô hình dự đoán giải quyết

phần nào vấn đề bị che khuất trong dự đoán ảnh độ sâu khi nó ghép cặp
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được các điểm ảnh cùng thể hiện đối tượng thật theo thời gian dựa vào

thông tin hướng.

Lp =
∑
t

pe(It, It→t′) (3.32)

pe(Ia, Ib) =
α

2
(1− SSIM(Ia, Ib)) + (1− α)||Ia − Ib||1 (3.33)

Trong đó, SSIM là độ đo tương đồng cấu trúc giữa hai ảnh, giá trị α = 0.85

Hình 3.7: Mô hình dự đoán thông tin hướng bổ trợ

Với ma trận điểm khác biệt (disparity map) D kích thước (w, h) thu được,

khóa luận thực hiện lấy mẫu n giá trị Di,j nghịch đảo cách đều nhau,

i ∈ (0, w), j = h/2.

o =
[ 1

Di1,j
,

1

Di2,j
, ...,

1

Din,j

]
(3.34)

Thật vậy, giá trị 1
Di,j

tỉ lệ thuận với giá trị độ sâu của các điểm ảnh thuộc

ảnh gốc. Điều này giống như việc xây dựng một hệ n tia laser giả thu về

khoảng cách chỉ dùng camera đơn với giá thành thấp hơn nhiều so với các

thiết bị như LiDAR hay Radar.

Hình 3.8: n giá trị độ sâu (màu vàng) lấy mẫu từ một dòng của ảnh độ
sâu được dự đoán
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Chương 4

Thực nghiệm

Ở chương này, khóa luận thực hiện quá trình huấn luyện và đánh giá

trên môi trường ảo, giả lập bởi phần mềm Gazebo. Rô-bốt được chọn là

TurtleBot Burger phiên bản 3.0. Khóa luận thiết kế các kịch bản huấn

luyện cũng như là kịch bản thực tế từ đơn giản đến phức tạp qua đó đánh

giá độ hiệu quả của việc sử dụng ảnh 3 kênh màu từ camera đơn giá rẻ so

với sử dụng cảm biến với laser khoảng cách.
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Hình 4.1: Hình dạng của TurtleBot Burger

Để hỗ trợ thực nghiệm, khóa luận cài đặt thêm một camera đơn và một

cảm biến chạm cho rô-bốt. Cảm biến chạm giúp rô-bốt xác định được là

đã chạm vật cản hay chưa với giá trị trả về là đúng hoặc sai. Trong khi

đó, camera trả về một ảnh RGB có kích thước (228,304,3).

Khóa luận sử dụng nền tảng ROS là cầu nối giữa môi trường giả lập

và mô hình học tăng cường sâu. Thật vậy, môi trường giải lập sẽ cho phép

chương trình thực thi truy cập các thông tin về vị trí rô-bốt, các vật cản và

điểm đích, cũng như là hình ảnh camera, giá trị khoảng cách thu được từ

các tia laser hay việc rô-bốt đã va chạm phải vật cản hay chưa. Ở hướng

ngược lại, chương trình sẽ gửi về môi trường ảo các giá trị hành động, cụ

thể là vận tốc tuyến tính và vận tốc xoay cho rô-bốt hoạt động trong môi

trường.
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Hình 4.2: ROS kết nối chương trình thực thi chính sách học tăng cường
sâu và môi trường giải lập Gazbo

4.1 Huấn luyện trên môi trường giả lập

4.1.1 Kịch bản huấn luyện thứ nhất

Ở kịch bản thứ nhất, rô-bốt được đặt trong không gian trống có diện

tích khoảng 64m2, với xung quanh là bốn bức tường. Các phần thưởng sẽ

xuất hiện ngẫu nhiên trong không gian này. Mỗi lần rô-bốt kết thúc một

chu trình, bằng việc va vào tường, hay vượt quá thời hạn quy định cho một

chu trình, nó sẽ được đặt lại vào vị trí ban đầu. Trong khi đó, nếu rô-bốt

về đến đích, một phần thưởng mới sẽ được sinh ra ở một vị trí khác.

Kịch bản này không có vật cản nào được đặt ra, nên đây là một môi

trường dễ, tạo điều kiện cho các mô hình dễ hội tụ, từ đó đánh giá bước

đầu về sự thay đổi quan sát của rô-bốt được đề xuất.
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Hình 4.3: Kịch bản huấn luyện số 1

Trong thực nghiệm này, các phần thưởng có giá trị lần lượt là: rcollision =

−200, rarrive = 150, cr = 500. Giá trị n số các giá trị khoảng cách từ cảm

biến hay ảnh độ sâu được dự đoán là 10. Giới hạn của tập D bao gồm

100000 chuyển dịch trạng thái Di, số mẫu cho mỗi lần lấy từ tập này là

128. Để cập nhật các tham số tối ưu hàm mục tiêu, khóa luận thực hiện

sử dụng thuật toán Adam [17] với tốc độ học có giá trị 0.0001. Bên cạnh

đó, ρ = 0.999 cho việc cập nhật tham số mục tiêu. Thời gian huấn luyện

tốn khoảng 45 phút mỗi 10000 chuyển dịch trạng thái (bước) được thực

hiện.

Dưới đây là kết quả phần thưởng trung bình đạt được tại mỗi thời điểm

t, trên mỗi 10000 bước huấn luyện. Trong thực nghiệm này số bước huấn

luyện cho đến khi mô hình hội tụ 160000:
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Hình 4.4: Phần thưởng trung bình đạt được tại một bước trên mỗi 10000
bước huấn luyện số 1

Nhận xét: có thể thấy rằng phương pháp đề xuất cho kết quả khả quan

khi sử dụng mô hình học độ sâu được huấn luyện sẵn. Thật vậy, tuy hội

tụ chậm hơn so với phương pháp cơ sở (200000 so với 150000 bước huấn

luyện), thì phương pháp đề xuất vẫn cho kết quả xấp xỉ và có phần ổn

định hơn đôi chút. Từ đó khóa luận tự tin áp dụng cho việc học trong môi

trường phức tạp hơn, cụ thể là kịch bản huấn luyện thứ 2 dưới đây.

4.1.2 Kịch bản huấn luyện thứ 2

Ở kịch bản thứ hai, rô-bốt được cũng được đặt trong không gian trống

có diện tích khoảng 64m2, với xung quanh là bốn bức tường. Tuy nhiên

khác biệt ở đây, là sự xuất hiện của 4 vật cản hình trụ xung quanh vị trí

xuất phát của rô-bốt, nhằm làm tăng tần suất của các trạng thái có vật

cản cho việc thu thập các chu trình huấn luyện. Các phần thưởng cũng sẽ

xuất hiện ngẫu nhiên trong không gian này, không trùng với các vị trí của

vật cản. Mỗi lần rô-bốt kết thúc một chu trình, bằng việc va vào tường,
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hay vượt quá thời hạn quy định cho một chu trình, nó sẽ được đặt lại vào

vị trí ban đầu. Trong khi đó, nếu rô-bốt về đến đích, một phần thưởng

mới sẽ được sinh ra ở một vị trí khác.

Hình 4.5: Kịch bản huấn luyện số 2

Trong thực nghiệm này, các giá trị phần thưởng, các tham số có thể

tinh chỉnh trong thuật toán tương tự như khi huấn luyện trên kịch bản số

1 4.3. Dưới đây là kết quả phần thưởng trung bình đạt được tại mỗi thời

điểm t, trên mỗi 10000 bước huấn luyện. Trong thực nghiệm này số bước

huấn luyện khoảng hơn 500000 bước:
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Hình 4.6: Phần thưởng trung bình đạt được tại một bước trên mỗi 10000
bước huấn luyện trên kịch bản huấn luyện số 2

Từ đồ thị trên có thể thấy rằng, thời gian hội tụ của 2 mô hình là như

nhau (khoảng ở bước thứ 300000). Hơn thế nữa, kể từ đó, trong phần lớn

các thời điểm, phương pháp đề xuất cũng cho phần thưởng trung bình xấp

xỉ với phương pháp cơ sở.

4.2 Giai đoạn thực tế

Trong phần này, vì không có kinh phí để triển khai lên rô-bốt trên môi

trường thực tế, khóa luận xây dựng các môi trường trên giả lập để mô

phỏng quá trình này. Đây là những môi trường mà rô-bốt chưa từng nhìn

thấy, từ đó đánh giá phương pháp đề xuất của khóa luận.
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4.2.1 Môi trường thực tế 1

Hình 4.7: Môi trường thực tế số 1

Ở môi trường thực tế số 1 này, mục tiêu của rô-bốt sẽ là di chuyển lần

lượt đến các điểm đích màu đỏ như trên hình. Các tiêu chí đánh giá cho

môi trường này bao gồm, số phần thưởng hoàn thành, nếu rô-bốt hoàn

thành tất cả các mục tiêu, các tiêu chí tiếp theo sẽ bao gồm tổng thưởng

sau cùng, số bước thực hiện và quãng đường di chuyển. Khóa luận thực

hiện mỗi phương pháp 5 lần trên môi trường thực tế này và lấy kết quả

đánh giá được chia trung bình. Số liệu được trình bày trong bảng 4.1 dưới

đây.

Có thể thấy rằng, phương pháp đề xuất cho tổng phần thưởng khá xấp

xỉ với phương pháp cơ sở, trong khi đó số bước thực hiện và quãng đường

phải di chuyển là thấp hơn. Tuy nhiên, điều này cũng không chứng minh

phương pháp đề xuất là tốt hơn, bởi vì đây chỉ là kết quả đánh giá trên
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trung bình các lần thực hiện. Khóa luận muốn chỉ ra ở đây là phương pháp

đề xuất có thể xấp xỉ tốt được phương pháp cơ sở mà chi phí bỏ ra cho

thiết bị ngoại vi là thấp hơn. Quãng đường di chuyển của rô-bốt của từng

phương pháp cũng tương đối giống nhau, được thể hiện quan Hình 4.8.

Bảng 4.1: Các kết quả đánh giá trên môi trường thực tế thứ 1

Phương
pháp

Số điểm
đích hoàn
thành

Tổng
thưởng

Số bước
thực hiện

Quãng
đường di
chuyển

Cơ sở +
Kịch bản 1

2 - - -

Đề xuất
+ Kịch
bản 1

1 - - -

Cơ sở +
Kịch bản 2

4 7621.67 631 17.50

Đề xuất
+ kịch
bản 2

4 7538.65 513 17.08
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(a) Phương pháp cơ sở

(b) Phương pháp đề xuất

Hình 4.8: Đoạn đường di chuyển của rô-bốt qua các điểm đích của môi
trường thực tế 1
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4.2.2 Môi trường thực tế 2

Hình 4.9: Môi trường thực tế số 2

Môi trường này được khóa luận xây dựng có phần phức tạp hơn so với

cái trước. Cụ thể, môi trường được xây dựng giống như khuôn viên của

một văn phòng với quãng đường phải di chuyển của rô-bốt là dài hơn. Các

điểm đích cũng được đặt sát với các vật cản hơn và bị che khuất so với

điểm đích kế tiếp. Khóa luận cũng thực hiện các thực nghiệm tương tự

với những tiêu chí đánh giá giống như môi trường thực tế 1. Dưới đây là

bảng kết quả 4.3 và quãng đường mà rô-bốt di chuyển (Hình 4.10).

Kết quả thu được cũng là cạnh tranh đến từ phương pháp đề xuất.

Mặc dù quãng đường di chuyển là dài hơn, số bước phải thực hiện lại ít

hơn và tổng thưởng đạt được là nhiều hơn so với phương pháp cơ sở.
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Bảng 4.2: Các kết quả trên môi trường thực tế thứ 2

Phương
pháp

Số điểm
đích hoàn
thành

Tổng
thưởng

Số bước
thực hiện

Quãng
đường di
chuyển

Cơ sở +
Kịch bản 1

1 - - -

Đề xuất
+ Kịch
bản 1

1 - - -

Cơ sở +
Kịch bản 2

6 10548.76 924 24.05

Đề xuất
+ kịch
bản 2

6 10591.78 827 25.99
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(a) Phương pháp cơ sở

(b) Phương pháp đề xuất

Hình 4.10: Đoạn đường di chuyển của rô-bốt qua các điểm đích của môi
trường thực tế 1
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4.2.3 Môi trường thực tế 3

Đây là môi trường phức tạp nhất khi nó mô phỏng việc rô-bốt điều

hướng tránh vật cản trong đám đông. Thật vậy, diện tích của khu vực là

khá nhỏ với nhiều vật cản khá sát nhau (Hình 4.11). Điểm đích xuất hiện

ngẫu nhiên trong môi trường, mỗi lần rô-bốt hoàn thành một chu trình

(về đích hoặc chạm vật cản), một phần thưởng mới sẽ được sinh ra. Khóa

luận thực hiện thiết lập 50 điểm đích và tiêu chí đánh giá được sử dụng

là tỉ lệ thành công của chu trình mà mỗi phương pháp đạt được. Các

phương pháp bao gồm phương pháp cơ sở và phương pháp đề xuất được

huấn luyện trên môi trường huấn luyện 1 và 2.

Hình 4.11: Môi trường thực tế số 3
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Bảng 4.3: Các kết quả trên môi trường thực tế thứ 3

Phương pháp Tỉ lệ thành công (% )

Cơ sở + Kịch bản 1 6

Đề xuất + Kịch bản 1 8

Cơ sở + Kịch bản 2 40

Đề xuất + kịch bản 2 36

Với việc đây là một môi trường phức tạp với số lượng vật cản dày đặc,

tỉ lệ thành công của các phương pháp là không quá 0.5. Tuy nhiên, xét

trên mục đích của thực nghiệm, có thể thấy việc sử dụng camera đơn cũng

cho kết quả xấp xỉ tốt các cảm biến ngoại vi giá thành cao.
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Chương 5

Kết luận và hướng phát

triển

5.1 Kết luận

Khóa luận đã thực hiện khảo sát các nghiên cứu giải quyết bài toán

điều hướng rô-bốt, các phương pháp học tăng cường sâu và các nghiên cứu

sử dụng học tăng cường sâu giải quyết bài toán điều hướng rô-bốt. Từ đó,

xây dựng một hoạch định di chuyển không bản đồ cho rô-bốt di động có

thể tự động điều hướng tránh vật cản và về đích an toàn, áp dụng phương

pháp học tăng cường sâu.

Khóa luận kế thừa, trình bày cũng như cài đặt phương pháp cơ sở [46],

với việc mô hình hóa bài toán dưới dạng một mô hình quyết định Markov

(MDP) với trạng thái tại mỗi thời điểm là n giá trị khoảng cách từ rô-bốt

đến các vật xung quanh theo n hướng khác nhau. Hành động cần trả về

là giá trị vận tốc gốc và vận tốc tuyến tính. Thuật toán học tăng cường

sâu được sử dụng là DDPG. Khóa luận cũng đề xuất sử dụng ảnh từ một

camera đơn, thay thế cảm biến khoảng cách với mục đích chính là nhằm

tiết kiệm chi phí cho thiết bị ngoại vi, đồng thời với những điều chỉnh phù

hợp để giải quyết một số vấn đề trong các công trình sử dụng camera khác.
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Kết quả thu được từ thực nghiệm cho thấy phương pháp đề xuất có tính

cạnh tranh so với phương pháp sử dụng giá trị khoảng cách thu được từ

các laser cảm biến.

5.2 Hướng phát triển

5.2.1 Về mặt lý thuyết

Trên cơ sở lý thuyết và thực nghiệm đã thực hiện, khóa luận cũng nhận

thấy những hướng phát triển mới có thể tiếp tục nghiên cứu mở rộng hơn

trong tương lai.

Cải tiến thuật toán ở giai đoạn huấn luyện

Hiện tại, học tăng cường sâu đang phát triển mạnh mẽ khi mà những

thuật toán huấn luyện mới xuất hiện, với những ý tưởng cũng như chiến

lược độc đáo để giải quyết các vấn đề then chốt trong học tăng cường. Có

thể kể đến như làm thế nào để đạt được hiệu quả trong việc lấy mẫu, tức

thời gian huấn luyện là ngắn nhưng kết quả đạt được vẫn như kỳ vọng.

Hay đó là bài toán đánh đổi giữa việc duy trì khai thác phần thưởng hiện

tại hay khám phá để có thể tìm được tối ưu toàn cục trong tương lai.

Những thuật toán này thường được cài đặt trên môi trường trò chơi điện

tử cũng như là các giả lập khác mà chưa được áp dụng nhiều vào điều

hướng rô-bốt và tránh vật cản. Những hướng nghiên cứu mới mở ra đó là

có thể điều chỉnh, cải tiến thêm các thuật toán này sao cho phù hợp, từ

đó hy vọng đạt được những kết quả ấn tượng hơn.

Tăng tốc quá trình ra quyết định của rô-bốt

Việc làm gọn nhẹ những kiến trúc mạng đồ sộ để tạo ra những mô hình

đơn giản với tốc độ nhanh trong quá trình thực thi và độ hiệu quả cạnh

tranh cũng là một hướng nghiên cứu rất được quan tâm trong học sâu nói
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chung. Thật vậy, ánh xạ từ trạng thái sang hành động một cách nhanh

chóng là tiền đề quan trọng trong bài toán điều hướng rô-bốt, đặc biệt là

với vật cản động. Thật vậy, để hoạt động hiệu quả, mô hình cần nhận xử

lý được trạng thái đầu vào lớn với tốc độ nhanh. Đây cũng là một song

đề khá phổ biến trong việc tiếp cận bài toán điều hướng tránh vật cản với

học tăng cường sâu.

Kết hợp song song yếu tố con người và học tăng cường sâu

Học tăng cường sâu không phải lúc nào cũng hiệu quả cũng như là rất

khó lường trước được. Thế nên, các cách tiếp cận có đồng thời sự trợ giúp

của con người với một vài heuristic nhất định tại một vài thời điểm cần

thiết có thể đem đến hiệu quả cao.

5.2.2 Về mặt ứng dụng

Khóa luận hướng đến các hướng nghiên cứu xây dựng những môi trường

giả lập với quy mô lớn, gần gũi với thực tế hơn. Có thể kể đến điều hướng

di chuyển rô-bốt trong các hội trường của những hội nghị lớn, nơi mà số

lượng người (hay có thể xem là vật cản động) là con số hàng trăm. Từ đó,

đặt ra các độ đo cũng như cài đặt những thuật toán cơ sở, góp phần tạo

ra sân chơi cho những nghiên cứu lý thuyết mạnh mẽ khác có thể áp dụng.
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